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Résumé :

La maintenance prédictive est basée sur la prédiction future des défaillances. Elle est une
approche visant a assurer la sireté de fonctionnement et les performances globales des
systémes industriels, tout en réduisant les co(ts de cycle de vie. Le pronostic industriel a
pour objectif de prédire I'état futur du systéme surveillé, en estimant notamment sa durée
de vie utile restante (RUL). Parmi les différentes approches, le pronostic guidé par les
données qui traite les données hétérogenes et améliore la disponibilité, la fiabilité et la
sécurité des systemes industriels. L'objectif de ce travail est de classifier les données des
capteurs de la base C-MAPPS en utilisant MATLAB afin de contribuer a la mise en ceuvre
de la méthodologie PHM (Prognostics and Health Management). Le programme réalisé
génere une matrice de sélection des capteurs significatifs de la dégradation de
turboréacteurs. Les résultats obtenus présentent un potentiel prometteur pour
I’amélioration des prédictions dans le cadre de la maintenance prédictive et PHM.

Abstract:

Predictive maintenance is based on the future prediction of failures. It is an approach
aimed at ensuring the operational safety and overall performance of industrial systems
while reducing life cycle costs. Industrial prognosis aims to predict the future state of the
monitored system, including estimating its remaining useful life (RUL). Among the various
approaches, data-driven prognosis deals with heterogeneous data and improves the
availability, reliability, and security of industrial systems. The objective of this work is to
classify sensor data from the C-MAPPS database using MATLAB to contribute to the
implementation of PHM (Prognostics and Health Management) methodology. The
implemented program generates a matrix for selecting significant sensors for the
degradation of turbofan engines. The obtained results show promising potential for
improving predictions in the context of predictive maintenance and PHM.
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Introduction Générale

Au fil des années, la technologie s'est développée de maniére considérable dans de nombreux

domaines en réponse aux besoins de la population, tels que l'industrie.

L'industrie a bénéficié¢ de la mise en ceuvre de nouvelles technologies depuis toujours. Cela a
contribué a prospérer les cultures et les villes, et les a propulsées vers de nouveaux horizons. Une

petite partie, mais tres importante, de lI'industrie est la maintenance.

Il va sans dire que la maintenance est essentielle dans ce domaine. Sans une surveillance

continue de l'industrie, celle-ci peut s'effondrer et déclarer faillite.

Dans ce travail, nous nous concentrons sur la mise en place d'un programme de maintenance
préventive qui fonctionne comme un systeme de prévision basé sur les données pour les
turboréacteurs industriels équipés de capteurs. Ce programme génére une matrice SVM qui permet
une interprétation visuelle des prédictions basées sur les lectures des capteurs, montrant soit une

dégradation, soit I'absence de dégradation.

Ce travail est réalisé a I'aide de MATLAB, un logiciel permettant I'écriture et la simulation de

programmes. C'est I'une des applications les plus courantes utilisées a des fins de prévision.
Le mémoire se compose de quatre chapitres :

» Le premier chapitre présente une étude générale et une définition de la maintenance

prédictive et de la gestion de la santé (PHM - Prognostic and Health Management).

» Le deuxiéme chapitre focalise sur une étude approfondie du concept de prévision basée sur

les données et de sa mise en ceuvre, ainsi que de ses avantages et inconvénients.

» Le troisieme chapitre est une étude bibliographique de dix recherches précédentes réalisées

dans ce domaine (pronostic et PHM).

» Le quatrieme chapitre présente les tests finaux et les résultats de notre programme
MATLAB, montrant la matrice SVM (Support Vector Machine) souhaitee.

En fin une conclusion générale.



Chapitre 1:Maintenance prédictive et PHM

Chapitre 1: Maintenance preédictive et
PHM
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Chapitre 1:Maintenance prédictive et PHM

1.1 INTRODUCTION

Dans ce chapitre, nous présenterons une idée genérale de la maintenance ainsi que la
maintenance prédictive, son objectif ainsi que ses avantages. De plus, nous définirons la gestion

de la santé (PHM) et son architecture, ainsi que ses avantages.

1.2 DEFINITION DE LA MAINTENANCE

La maintenance est définie selon la Norme (NFEN13306, 2017) « Un ensemble de toutes les
actions techniques, administratives et de management durant le cycle de vie d un bien, destinées

a le maintenir ou a le rétablir dans un état dans lequel il peut accomplir la fonction requise ».

La maintenance industrielle fait référence a I'ensemble des activités planifiées et non
planifiées visant a préserver, rétablir ou améliorer les performances des équipements, installations
et systéemes industriels. Elle englobe des taches telles que I'inspection, la réparation, le
remplacement et la gestion des actifs, dans le but de garantir la disponibilité, la fiabilité et la durée

de vie des équipements industriels. (Balakrishnan, 2013)

1.3 ROLE DE LA MAINTENANCE DANS L'INDUSTRIE

Le rble de la maintenance dans l'industrie est essentiel pour assurer le bon fonctionnement
des équipements, des installations et des systémes industriels. Elle contribue a maintenir la
disponibilité, la fiabilité et la performance des actifs, ce qui permet de garantir une production

continue et d'optimiser I'efficacité opérationnelle. (Campbell, 2010)
La maintenance industrielle joue plusieurs roles clés dans l'industrie, tels que :

o Maximisation de la disponibilité : La maintenance vise a minimiser les temps d'arrét
non planifiés en assurant la disponibilité des équipements essentiels a la production.
Cela permet d'éviter les perturbations dans la chaine de production et de répondre a la

demande des clients de maniere fiable.

o Préservation de la fiabilité : La maintenance préventive permet de préserver la fiabilité
des équipements en réalisant des activités planifiées telles que l'inspection, la
lubrification, le nettoyage, le remplacement des piéces usées, etc. Cela aide a réduire les

risques de défaillance et a maintenir les performances optimales des actifs.

o Réduction des colts d'exploitation : Une maintenance efficace permet de minimiser les

colts d'exploitation a long terme en évitant les réparations d'urgence codlteuses et en

11



Chapitre 1:Maintenance prédictive et PHM

optimisant l'utilisation des ressources. Elle contribue également a prolonger la durée de

vie des équipements, ce qui réduit les colts de remplacement prématuré.

Amélioration de la sécurité : La maintenance inclut des activités de Vérification et
d'entretien des équipements pour garantir leur conformité aux normes de securité. Elle
contribue & assurer un environnement de travail sir pour les employés et a prévenir les

accidents liés a des défaillances d'équipement.

Optimisation des performances : La maintenance peut jouer un r6le actif dans
I'optimisation des performances des équipements en proposant des améliorations, des
modifications ou des mises a niveau technologiques. Cela permet d'augmenter

I'efficacité, la productivité et la qualité des opérations industrielles.

1.4 OBJECTIFS ET LES AVANTAGES DE LA MAINTENANCE INDUSTRIELLE
EFFICACE

La maintenance industrielle efficace vise a atteindre plusieurs objectifs clés et offre de

nombreux

avantages pour les entreprises. Voici un apercu des objectifs et des avantages de la

maintenance industrielle efficace :

1.4.1 Obijectifs de la maintenance industrielle efficace

o

Maximiser la disponibilité des équipements pour assurer une production continue.
o  Prévenir les pannes et les défaillances en réalisant des activités de maintenance
préventive.

o  Réduire les temps d'arrét non planifiés et les codts associés.

o

Prolonger la durée de vie des équipements en assurant leur entretien régulier.
o  Améliorer la sécurité des travailleurs en garantissant le bon fonctionnement des

équipements conformément aux normes de sécurité.

1.4.2 Avantages de la maintenance industrielle efficace

©)

Augmentation de la productivité : Une maintenance efficace permet une utilisation
optimale des équipements, réduisant ainsi les temps d'arrét et augmentant la
productivité globale de I'entreprise.

Réduction des codts d'exploitation : En évitant les pannes colteuses, les réparations
d'urgence et les remplacements prématurés, la maintenance industrielle efficace

contribue a réduire les colts d'exploitation a long terme.

12



Chapitre 1:Maintenance prédictive et PHM

o Amélioration de la qualité des produits : La maintenance préventive garantit que les
équipements fonctionnent de maniere optimale, ce qui permet de maintenir des
niveaux élevés de qualité des produits.

o  Augmentation de la sécurité : Une maintenance réguliére et préventive réduit les
risques d'accidents liés aux defaillances d'équipement, assurant ainsi un
environnement de travail plus sar pour les employés.

o  Optimisation des ressources : Une maintenance efficace permet d'allouer les
ressources de maniere plus efficace en évitant les réparations d'urgence et en

planifiant les activités de maintenance de maniere proactive.(Gulati, 2012)

1.5 TYPES DE MAINTENANCE INDUSTRIELLE

Maintenance

occurrence de
la défaillance ?

Maintenance Maintenance
Corrective Praventive

caraclére
provisoire ?

approche
dynamique ?

Maintenance | .| Maintenance Maintenance Maintenance
Palliative Curative Systematique Conditionnelle
¥
Maintenance
Previsionnelle
/ Prédictive

Figure 1-1Forme de maintenance selon la norme NF EN 13306 (2001) [EN101]

1.5.1 Maintenance corrective

La maintenance corrective est un type de maintenance qui vise a rétablir le fonctionnement
normal d'un équipement, d'un systéme ou d'une installation apres une panne ou une défaillance.
Elle implique la prise d'actions correctives pour réparer les défauts ou les dysfonctionnements
détectés.(Don Nyman, 2011)

On distingue deux types de maintenance corrective sont :

13



Chapitre 1:Maintenance prédictive et PHM

Maintenance corrective palliative
Maintenance corrective ou réactive est basée sur une action a posteriori, c'est-a-dire apres
I’apparition d'un défaut (Remplacement d'une piéce défectueuse, réparation d'un circuit

électrique,réinitialisation d'un systeme informatique,réparation d'un équipement mecanique)
Selon la norme EN NF 13306 (2017) (NFEN13306, 2017) :

« Maintenance exécutéeapresdétection d’une panne et destinée a rétablir un bien dans un état

dans lequel il peut accomplir une fonction requise ».

Maintenance corrective curative
Ce type de maintenance vise a effectuer des réparations spécifiques pour corriger une panne
ou une defaillance identifiee. Les réparations peuvent inclure le remplacement de composants

défectueux, la réparation de circuits électriques, le réalignement de pieces, etc.

1.5.2 Maintenance préventive

La maintenance préventive est basée sur une action a priori et son objectif principal est
d'éviter le probleme avant que le défaut ne se produise. Exemple (Vérification et remplacement
régulier des filtres a air, lubrification des machines et des équipements, calibrage des instruments
de mesure, nettoyage et dépoussiérage des équipements électroniques, inspection visuelle et

recherche de fuites)

La norme européenne (NFEN13306, 2017) définit la maintenance préventivecomme : «
Maintenance destinee a evaluer et/ou attenuer la degradation et reduire la probabilite de

defaillance d’un bien ».

La maintenance préventivedefinit un ensemble d'actions réalisées avant la panne et destinées

a éviter les pannes ou la degradation d'une machine.

Trois formes de maintenance preventive peuvent etredistinguees : Maintenance
préventive systematique

Maintenance préventive exécutée a des intervalles de temps preétablis ou selon un nombre

défini d’unités d’usage mais sans contrdle préalable de 1’état du bien (NFEN13306, 2017).
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Méme si le temps est I’unité la plus répandue, d’autres unités peuvent étre retenues telles
que : la quantité de produits fabriqués, la longueur de produits fabriqués, la distance parcourue, la

masse de produits fabriqués, le nombre de cycles effectués, etc

Cette périodicité¢ d’intervention est déterminée a partir de la mise en service ou apres une

révision compléte ou partielle.

Deéfaillance
1
./ ¢ ¢ ® O b b6 —s
fo A . e . Time
cotit cotit cotit L’indisponibilité + cotit

Figure 1-2Maintenance systématique

Maintenance préventive conditionnelle

Maintenance préventive basée sur une surveillance du fonctionnement du bien et/ou des
paramétres significatifs de ce fonctionnement intégrant les actions qui en découlent. La
surveillance du fonctionnement et des parameétres peut étre exécutée selon un calendrier, ou a la
demande, ou de facon continue (NFEN13306, 2017).

Remarque: La maintenance conditionnelle est donc une maintenance dépendante de

I’expérience et faisant intervenir des informations recueillies en temps réel.

La maintenance préventive conditionnelle se caractérise par la mise en évidence des points
faibles. Suivant le cas, il est souhaitable de les mettre sous surveillance et, a partir de la, de décider
d’une intervention lorsqu’un certain seuil est atteint. Mais les controles demeurent systématiques

et font partie des moyens de contréle non destructifs.

¢ Le niveau et la qualité de I’huile

% Les températures et les pressions

+ Latension et ’intensité des matériels électrique

% Les vibrations et les jeux mécaniques
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to Time

cont

Figure 1-3Maintenance conditionnelle

Maintenance préventive prévisionnelle

La maintenance préventive prévisionnelle, également appelée maintenance prédictive, est
une stratégie de maintenance qui consiste a anticiper les pannes et les défaillances des équipements
en se basant sur des données et des analyses prédictives. Elle repose sur la surveillance continue
des paramétres de performance et des indicateurs de santé des équipements afin de planifier les

activités de maintenance avant qu'une panne ne survienne.

La maintenance préventive prévisionnelle utilise des techniques telles que la surveillance
des vibrations, I'analyse des lubrifiants, la thermographie infrarouge, les inspections visuelles, les
analyses de défaillance, etc., pour détecter les signes précurseurs de défaillance et prendre des

mesures de maintenance appropriées avant que la défaillance ne se produise.

Cette approche prédictive permet de réduire les temps d'arrét imprévus, d'optimiser
I'utilisation des ressources et de prolonger la durée de vie des équipements en effectuant des

interventions de maintenance ciblées et planifiées.(Palmer, 2013)

—

cotit Time

1.6 MAINTENANCE PREDICTIVE DANS L'INDUSTRIE

La maintenance prédictive est une stratégie de maintenance qui repose sur l'utilisation de
données en temps réel, de capteurs et d'outils d'analyse pour surveiller et prédire I'état de santé des
équipements industriels. Elle vise a anticiper les pannes et les défaillances en identifiant les
signaux precurseurs de problémes potentiels, permettant ainsi une planification optimisée des

activités de maintenance.
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En utilisant des techniques telles que I'analyse vibratoire, I'analyse des signatures sonores,
la surveillance des températures, la surveillance des fluides, la télémétrie, I'apprentissage
automatique et d'autres méthodes d'analyse de données, la maintenance prédictive permet de

détecter les dégradations ou les défaillances imminentes des equipements.
Les avantages de la maintenance prédictive dans I'industrie incluent :

la réduction des temps d'arrét imprévus, I'optimisation de la planification des ressources,
l'augmentation de la durée de vie des équipements, I'amélioration de la sécurité des travailleurs et

la réduction des colts de maintenance globaux. (Campbell, 2010)

A ce stade, notre travail s'intégrera dans les stratégies de maintenance prédictive. En effet,
de nombreux auteurs ont mis en évidence que la maintenance prévisionnelle est la plus adaptée

pour optimiser l'utilisation d'un systeme jusqu'au terme de sa vie utile.

L'ensemble des méthodes, des techniques et des procédures a mettre en ceuvre pour réaliser
une maintenance prédictive efficace, prend en anglais le terme PHM(PrognosticHealth
Management) (Sandborn& Wilkinson, 2007; Scanff et al., 2007).

1.7 PHM

1.7.1 Définition de PHM
La définition de PHM (Prognostics and Health Management) ou pronostique et gestion de
I'état de santé en francais, est un domaine de l'ingénierie qui se concentre sur la surveillance, la

prédiction et la gestion de I'état de santé des systemes, équipements et composants industriels.

Le PHM integre des techniques de surveillance en temps réel, d'analyse des données, de
modélisation et de prédiction pour évaluer I'état de santé des actifs industriels, détecter les
anomalies, predire les défaillances potentielles et fournir des informations sur les actions de

maintenance a entreprendre.

L'objectif principal du PHM est d'optimiser la performance, la fiabilité, la disponibilité et
la durée de vie des équipements industriels en réduisant les temps d'arrét imprévus, en planifiant
de maniére proactive les activités de maintenance et en prenant des décisions éclairées basées sur

I'état réel des actifs.

Le PHM repose sur des technologies telles que la surveillance de capteurs, I'analyse des
vibrations, l'analyse des signaux, la maintenance prédictive, l'apprentissage automatique, la

modélisation des systemes et d'autres méthodes avancees d'analyse des données.
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Il convient de noter que le PHM est souvent utilisé dans des secteurs industriels tels que
I'aérospatiale, I'énergie, I'automobile, I'industrie manufacturiere, la defense et d'autres industries
ou la maintenance proactive et la gestion de I'état de santé des actifs sont cruciales pour assurer

des performances optimales et minimiser les codts. (Kim, 2017)

1.7.2 Historique de PHM

Le domaine du Pronostique et de la Gestion de I'Etat de Santé (PHM) a évolué au fil du
temps pour répondre aux besoins croissants de surveillance, de prédiction et de maintenance

proactive des équipements industriels. Voici un bref apercu de I'historique du PHM :

> Début des années 1960 : Les premieres recherches sur le pronostic ont commencé a
émerger dans le domaine de l'aérospatiale et de l'industrie de la défense. Les
premiéres approches de pronostic se concentraient principalement sur la prédiction

de la durée de vie résiduelle des composants critiques.

» Années 1980-1990 : Le PHM a commencé a gagner en importance dans l'industrie
grace aux avancées technologiques, notamment dans les domaines de la surveillance
des capteurs, de l'informatique et de l'analyse des données. Les premiéres
applications commerciales du PHM ont été introduites dans Il'industrie de
I'aérospatiale et de la défense pour la surveillance des systémes critiques.

» Années 2000 : Avec les progrés rapides de l'informatique et de l'intelligence
artificielle, le PHM a connu une croissance significative. Les capacités de collecte
de données en temps réel et les algorithmes d'apprentissage automatique ont permis
des améliorations importantes en matiere de surveillance, de prédiction et de
maintenance proactive. Le PHM s'est étendu a d'autres industries telles que I'énergie,

I'automobile, I'industrie manufacturiere et les services publics.

» Anneées 2010 et au-dela : Le PHM continue de se développer avec des avancees
continues dans les technologies de I'Internet des objets (IdO), de l'analyse des
données massives (big data), de I'apprentissage automatique avanceé et de
I'intelligence artificielle. De nouvelles applications du PHM émergent dans divers

secteurs, notamment la santé, les infrastructures et les transports.

» Aujourd'hui, le PHM est considéré comme une composante essentielle de la
maintenance prédictive et de la gestion proactive des actifs industriels. 1l permet aux

entreprises de surveiller en temps réel I'état de santé de leurs équipements, d'anticiper
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les défaillances potentielles, de planifier les activités de maintenance et d'optimiser
la performance opérationnelle. (Kim, 2017)

1.7.3 Architecture de PHM
Détection
Les sorties des capteurs et les observations des opérateurs sont continuellement comparées
aux sorties des modeles des comportements nominaux préalablement construits pour détecter
d’éventuelles anomalies sur le systeme. La détection des anomalies nécessite différents seuils

definis en fonction de criteres (performance, sécurité, etc.) établis par I’exploitant du systéeme.

Diagnostic
Il correspond a la localisation et [I’identification des causes des anomalies ou
defaillancesconstatées sur le systeme. Il s’appuie sur une connaissance fine des composants du
systeme, des interactions entre les composants, des conditions de fonctionnement et

environnementales et du contexte dans lequel évolue le systeme.

Pronostic
Ce module s’appuie sur les résultats de la détection et éventuellement sur ceux du diagnostic
pour predire la durée de fonctionnement avant défaillance du systeme. Cette predictionnécessite
de connaitre I’¢tat actuel du systeme et ses futures conditions d’utilisation.
Aide a la decision
Les informations et les connaissances capitalisées a partir des modules précédents sont
exploitées par ce module pour définir les actions a mettre en place pour permettre la conduite du
systeme et assurer la continuité de ses fonctions attendues. Les actions recommande¢es peuvent
étre de type reconfiguration des lois de commande suite a une anomalie ou défaillance,
accommodation de la situation courante, arrét pour maintenance, arrét d’urgence, etc.
(Nabila,2016).
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Figure 1-4Detection, diagnostic et pronostic dans les systemes de maintenance intelligente

(Nabila, 2016)

1.7.4 Avantages du PHM

Le PHM semble tres convaincant en raison de ses divers avantages qui sont énonces ci-

dessous :

3.

Augmentation de la durée de vie des systemes,

Evitement de pannes et réduction du nombre de défaillances imprévues et

catastrophiques,

Prévision des interventions couteuses de maintenance,

Réduction des couts de maintenance,

Amélioration de la gestion des pieces de rechange, des outils et des ressources humaines,
Amélioration de I'efficacité opérationnelle et, par conséquent, la productivité des usines.

Amélioration de la sécurit¢ des opérateurs et de I’environnement ;

Bien que le PHM soit une philosophie éprouveée, avec de nombreuses réussites, certaines

mises en ceuvre échouentégalement. La principale raison est le manque de planification et de

soutien de la part de la direction, ce qui est essentiel a la réussite de tout programme. Tandis que

la bonne planification a un impact sur la productivitée des machines, leur performance et donc sur

le résultat et les couts de production.
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1.8 CONCLUSION

En conclusion, le concept de PHM et de maintenance prédictive est au cceur de notre travail,
c'est le concept principal de notre étude. Dans le prochain chapitre, nous introduirons l'idée de

pronostic basé sur les données, qui est nécessaire pour atteindre notre résultat final.
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Chapitre 2: Pronostic guidée par les
données
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2.1 INTRODUCTION

L'introduction du pronostic guidé par les données a révolutionné le domaine de la
maintenance predictive en permettant aux entreprises de prédire les défaillances et d'estimer la
durée de vie restante de leurs équipements et systemes industriels. Le pronostic guidé par les
données repose sur lI'analyse et I'exploitation des données de surveillance collectées a partir de

capteurs, de systemes de surveillance en temps réel et d'autres sources pertinentes.

Gréace aux avancees technologiques telles que l'internet des objets (IdO), I'automatisation et
I'intelligence artificielle (IA), les entreprises sont en mesure de collecter de grandes quantités de
données en temps réel sur les performances, I'état de santé et l'utilisation des équipements. Ces
données sont ensuite utilisées pour développer des modeles et des algorithmes prédictifs qui
peuvent anticiper les défaillances potentielles, identifier les tendances de dégradation et prédire la

durée de vie restante des équipements.

2.2 PRONOSTIC INDUSTRIEL

2.2.1 Definition du pronostic

Le terme pronostic trouve son origine dans le mot grec "progignoskein” qui signifie "savoir
d’avance". Le pronostic industriel est appelé prédiction de la durée de vie d’un systeme et
correspond au dernier niveau de classification des méthodes de détection des dommages introduit
par (D.L. & BANJEVIC., 2006).

Le pronostic peut également étre défini comme une mesure de probabilité : un moyen de
quantifier le risque qu’une machine fonctionne sans faute ou panne jusqu’a un certain temps. Cette
« valeur pronostique probabiliste » est d’autant plus intéressante que le défaut ou la défaillance
peut avoir des conséquences catastrophiques (par exemple une centrale nucl¢aire) et que le
responsable de la maintenance doit savoir si les intervalles d’inspection sont appropriés.

Cependant, un petit nombre d’articles abordent cette connotation pour le pronos- tic

Enfin, bien qu’il existe quelques divergences dans la littérature, le pronostic peut étredéfini
comme suit : "le pronostic est I’estimation du temps de défaillance et du risque pour un ou plusieurs
modes de défaillance existants et futurs™ (Lin &Makis, 2003).

Dans cette connotation, le pronostic est également appelé "prédiction de la durée de vie d’un
systeme" car il s’agit d’un processus dont I’objectif est de predire la durée de vie restante (RUL)
avant une défaillance. Les principales étapes définies dans cette norme sont réesumeées dans la figure
2-1.
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Post-
Figure 2-1 Résumé de la norme 1SO 13381-1 : 2004 Etapes Principales

La premiere étape consiste a surveiller le systeme par un ensemble de capteurs ou d’ins-
pections réalisés par les opérateurs. Les données surveillées sont ensuite prétraitées afin d’étre
utilisées par le module Diagnostic. La sortie de ce module identifie le mode de fonctionnement
réel. Cet état est ensuite projeté dans le futur, en utilisant des outils adéquats, afin de predire I’état
futur du systeme. Le point d’intersection entre la valeur de chaque parametre ou caracté- ristique
projetée et son seuil d’alarme correspondant conduit a ce que I’on appelle RUL (durée de vie utile

restante) du systeme

Enfin, des actions de maintenance appropriées peuvent étre prises en fonction du RUL
estimé. Ces actions peuvent viser a éliminer I’origine d’une panne qui peut conduire le systeme a
¢évo- luer vers un mode de défaillance critique, retarder I’instant d’une panne par certaines actions
de maintenance ou simplement arréter le systeme si cela est jugé nécessaire. Chaque systeme ou
composant d’un systeme passe par trois périodes au cours de sa vie de fonctionnement. La derniere
phase de chaque vie du systeme represente la periode de dégradation conduisant a une défaillance
par détérioration progressive. Il est important de prédire, a chaque instant, la durce de vie restante

afin d’eviter les défauts couteux et d’éviter les pannes catastrophiques.
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tume of failure
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Figure 2-2Définition de l’intervalle RUL

2.2.2 Degradation vs Pronostic

Le diagnostic et le pronostic sont deux mots d’origine grecque. Au sens étymologique, le diagnostic
est I’acquisition de la connaissance a partir de signes observables, alors que le pronostic est la précognition
ou la connaissance préalable. Au sens automatique, le sens des deux mots est plus précis et technique. Le
diagnostic consiste en la régression dans le temps pour expliquer pourquoi le systeme est dans un état donné
al’instant t. Le pronostic consiste a an ticiper dans le temps afin de prédire I’état futur du systeme a I’instant
t+ At. Le diagnostic et le pronostic sont deux processus paralleles qui peuvent étreutilisés de maniere

complémentaire ou séparée. (Abdo et al., 2010).

2.3 REMAINING USEFUL LIFE (RUL)

Remainin gUseful Life (RUL), également connu en francais sous le nom de durée de vie
utile restante, est une mesure utilisée dans le domaine de la maintenance pour estimer la période
de temps restante avant qu'un équipement, un systéme ou un composant ne dépasse son seuil de

performance acceptable ou ne subisse une défaillance.

La durée de vie utile restante est déterminée en évaluant I'état actuel de I'équipement, en
prenant en compte les données de surveillance, les tendances de dégradation, les modéles de
vieillissement et d'autres facteurs pertinents. Elle est généralement exprimée en unité de temps,

telle que des heures, des jours, des mois ou des cycles.

L'estimation de la durée de vie utile restante permet aux responsables de la maintenance de

planifier les activités de maintenance de maniére proactive. Cela inclut la programmation des
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inspections, des réparations, des remplacements ou d'autres interventions nécessaires pour

maintenir ou restaurer la performance de I'équipement.

L'objectif de la mesure de la durée de vie utile restante est d'optimiser l'utilisation des
ressources de maintenance, d'éviter les temps d'arrét imprévus, de maximiser la disponibilité des

équipements et de prolonger leur durée de vie opérationnelle.

Il convient de noter que I'estimation de la durée de vie utile restante peut étre influencée par
des facteurs tels que les conditions d'exploitation, les modes de défaillance, I'historique de
maintenance, les variables environnementales et d'autres parameétres spécifiques a I'équipement ou

au systéme concerné.

La durée de vie utile restante est un élément clé dans la mise en ceuvre de stratégies de

maintenance prédictive et de gestion proactive des actifs. (Kim, 2017).

2.4 ROLE DU PRONOSTIC DANS LE PROCESSUS DE DUREE DE VIE

Le pronostic est un processus englobant une capacité de prédiction. C’est la capacite a esti-
mer la durée de vie utile restante (RUL) de I’équipement en termes de son historique de fonc-
tionnement et de son utilisation future. Prédire la RUL des systemes industriels devient actuel-
lement un objectif important pour les industriels sachant que la panne, dont les conséquences sont

genéralement tres couteuses, peut se produire soudainement.

Les strategies classiques de maintenance ne sont pas plus efficaces et pratiques car elles ne
prennent pas en compte I’¢état de fonctionnement instantané du produit. Adopter une main- tenance
systématique préventive par un remplacement fréequent pour augmenter la disponibilité du systeme
est une stratégie couteuse. L’introduction d’une approche pronos- tique en tant que maintenance «
intelligente» consiste en I’analyse, la surveillance et le suivi de la santé, basés sur des mesures

physiques a I’aide de capteurs.

Le RUL d’un systeme en service peut s’exprimer en heures de fonctionnement, en
Kilometres ou en cycles. Si nous pouvons prédire efficacement I’état des machines et des systemes,
des ac- tions de maintenance peuvent étre prises a I’avance. Un pronostic bon et fiable nécessite

un diagnostic correct et fiable

2.5 LES APPROCHES DU PRONOSTIC

Diverses approches du pronostic ont été développées. Mettre au travail un processus de pronostic

consiste a exécuter un ensemble de traitements a partir des informations saisies. Les différentes approches
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du pronostic sont regroupées en fonction de leur applicabilité et de leur rendement économique. Ce sont
trois familles :
o Une approche basée sur le modele physique.
o Une approche guidée par les données.
o Une approche basée sur I’expérience.
La pyramide reproduite dans la figure met en évidence la hiérarchie de ces différentes familles. Selon
Muller (Muller, 2005)
Le choix d’une famille d’approche se fait en répondant a deux questions :
v Est-il possible de construire un modele physique pour les meécanismes de degradation?
v' L’instrumentation de I’equipement est-elle suffisante pour evaluer un indicateur
d’evolution de la degradation ?

Si la réponse a la premiere question est positive, la mise en ceuvre d’une approche basée sur des
modeles physiques est envisagée. De plus, si la réponse a la deuxieme question est positive, une approche
guidée par les données est possible. Dans le cas ou la réponse aux deux questions est négative, une approche
basée sur I’expérience est la meilleure solution. Une étuderéalisée sur plus de 100 publications dans le
domaine du pronostic montre que dans le secteur indus- triel, les approches guidées par les données et

basées sur I’expérience ont mises en ceuvre.

4
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Figure 2-3 Les approches du prognostic(Koujouk,2010)
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2.5.1 Approche basée sur le modele physique

Le pronostic basé sur les modeles fait appel a une fonction mathéematique connue de la
dynamique de la dégradation, surveillée par un indicateur, conduisant a la défaillance d’un
composant. Le résultat de la fonction pronostic implémentant ce type d’approche est le temps de

vie résiduel ou RUL du composant.

La mise en ceuvre est assez aisée si I’évolution dans le temps de I’indicateur associ¢ a la
deégradation est une fonction monotone. La dégradation est aussi souvent fonction du mode de
fonctionnement des composants. Ainsi, lorsqu’un changement de mode de fonctionne- ment
intervient dans I’utilisation du systeme, la fonction de dégradation doit €tre mise a jour pour une
degradationdonnée. Le probleme de ce type d’approche vient du fait qu’il faut disposer des
indicateurs de surveillance de dégradation et de leur fonction d’évolution pour chaque mode de

fonctionnement. Ceci n’est pas toujours possible.

En effet, il apparait que les mesures émanant d’un dispositif a surveiller ne sont pas force-
ment pertinentes pour la surveillance de I’¢tat de dégradation du systeme. Il apparait donc que
I’implémentation d’une fonction de pronostic sur un systeme doit étreétabliedes la conception an

de pouvoir spécifier et lister les donn¢esnécessaires a la mise en ceuvre de ce type de résul- tats.

Des alternatives existent et nécessitent la construction d’un indicateur générique issu de dif-
férentes mesures qui mettent en ceuvre des techniques de traitement du signal. Ces alternatives
peuvent étre utiles dans le cas ou une surveillance des dégradations doit étreétablie sur un sys-
temedéja existant ne permettant pas d’¢volution vers ce type de services ou ne pouvant pas

accueillir de capteurs dont les mesures seraient utilisées a des fins de pronostic

Avantages et inconvenients de la premiere approche

Le principal avantage des approches basées sur des modeles est leur capacité a intégrer la
compréehension physique du systeme surveille. De plus, dans de nombreuses situations, les
modifications du vecteur de caractéristiques sont étroitementliées aux parametres du mo- dele et
une correspondance fonctionnelle entre les parametres de dérive et les caractéristiques
pronostiques sélectionnées peuvent etreétablie . De plus, si la compréhension de la dégra- dation
du systeme s’améliore, le modele peut etre adapté pour augmenter sa precision et pour résoudre
les problemes de performancesubtils. Par conséquent, ils peuvent largement dépasser les

approches basées sur les données (section suivante).

Mais cette relation fermée avec un modelemathématique peut ¢galementétre une faiblesse

importante : il peut étre difficile, voire impossible, d’attraper le comportement du systeme. De
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plus, certains auteurs pensent que les outils de surveillance et de pronostic doivent évoluer comme
le fait le systeme.(Luo et al., 2003, Dievart, 2010).

2.5.2 Approche guidee par les donnees

Le pronostic guide par les données exploite les données des indicateurs de dégradation ou
d’intervention de maintenance délivrés respectivement par le processus de surveillance et d’aide a
la décision (donnéescalorimétriques de calibrage, donnéesspectromeétriques, puissance, vibration,
température, pression, débris d’huile, tension, etc.). Ce type de pronostic se fonde sur I’hypothese
que les caractéristiques statistiques des données sont relativement in- changées a moins qu’un

défaut de fonctionnement ne se produise dans le systeme

L’ implémentation d’une approche guidée par les donn¢es est relativement simple car elle ne
requiert pas la connaissance formelle des mécanismes de dégradation. Elle permet de trans- former
simplement des donn¢esbruitées en informations pertinentes pour des décisions de pronostic. En
outre, cette approche peut étreadaptée a tout type d’application disposant de donn¢es suffisantes

en quantité et qualité. En revanche, c’est la également sa principale limite :

I’efficacite d’une approche de pronostic guidée par les donnéesdépend fortement de
I’existence de ces donnéesopérationnelles. Par ailleurs, le processus de surveillance conditionne
également la justesse du pronostic par sa capacité a fournir une estimation fiable et précise de I’état

de sant¢ courant du systeme
Trois catégories de méthodes de pronostic guidé par les données sont recensées dans
. Elles sont distinguées par la nature des techniques exploitées :
— Lepronosticparanalysedetendanceexploitantdesmodelesstatistiques,

— Le pronostic par apprentissage automatique exploitation de modeles de type boite

noireissus de I’intelligence artificielle,
— Lepronosticbasésurunestimateurd’état.

Les approches basées sur les donnéesnécessitent que les informations extraites des capteurs
soient suffisantes en qualité et en quantité pour évaluer I’état actuel ou I’image de I’état actuel de

la dégradation du systeme.

Le concept de cette approche consiste a collecter des informations et des données sur le
systeme et a les projeter afin de prévoir I’évolution future de certains parametres, descripteurs ou
caractéristiques, et donc de prévoir les éventuelles erreurs probables. Sans éetre exhaustifs, les outils

mathématiquesutilisés dans cette approche sont principalement ceux utilisés par la communauté
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de I’intelligence artificielle, a savoir : séries de prédiction temporelles, techniques d’analyse des
tendances, réseaux de neurones, systemes neuro-flous, modeles de Markov cachés et

réseauxbayésiens dynamiques.

L’ avantage de cette approche est que, pour un systeme bien surveill¢, il est possible de preé-
dire I’¢volution future de la dégradation sans avoir besoin d’un modelemathématiquepréalable de
la dégradation. Cependant, les résultats obtenus par cette approche souffrent de précision et sont
parfois considérés comme locaux (pour les réseaux de neurones et les méthodes neuro- floues). De
plus, le systeme de surveillance doit étre bien congu pour assurer des résultats de pronostic

acceptable.

Les approches basées sur les données utilisent des donnéesréelles recueillies en ligne avec
des capteurs ou par des mesures de I’opérateur pour approcher et suivre les caractéristiquesréveélant
la dégradation des composants et prévoir le comportement global d’un systeme. En ef- fet, dans
de nombreuses applications, les données d’entrée / sortie mesurées sont la principale source d’une
meilleure compréhension de la dégradation du systeme. Les approches fondées sur les données
peuvent étredivisées en deux catégories : les techniques d’intelligence artificielle (1A) (réseaux de
neurones, systemes flous, etc.) et les techniques statistiques (méthodes statistiques multi variées,

discriminateurs lin¢aires et quadratiques, moindres carreés partiels, etc.)

2.5.3 Approchebasée sur I’experience

Cette approche est appelée approche pronostique basée sur I’expérience ou basée sur la

probabilité ou statistique.

Il est nécessaire de ne pas pouvoir utiliser les deux approches précédentes. 1l est basé sur une
fonction de fiabilité ou sur un processus bayésien ou les parametres sont issus de I’expérience de
retour ou de I’opinion d’experts. Ses inconvénients sont I’incapacité a traiter des systemes
complexes de nombreux composants et son principe binaire exclusif (succes / échec) plutot que

des états de dégradation continus.

Lorsque I’obtention d’un modele physique d’un équipement est difficile et qu’il est impos-
sible d’estimer la dégradation a partir des capteurs installés sur I’équipement, le pronostic basé sur
I’expérience peut etre la seule alternative. Cette forme de pronostic est la moins com- plexe mais
nécessite un excellent retour d’expert sous forme de données historiques, de bases de
connaissances ou de données d’experts. Cette expertise permet une modélisation stochastique ou

probabiliste de la dégradation. C’est la forme la mieux adaptée aux systemes complexes,
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tresdifficiles a modéliser physiquement et dont les indicateurs de dégradation sont sensibles aux

conditions d’utilisation.

Cette approche pronostique consiste a utiliser des modeles probabilistes ou stochastiques du
phénomene de dégradation, ou du cycle de vie des composants, en prenant en compte les données
et les connaissances accumulées par I’expérience pendant toute la période d’exploita- tion du

systeme industriel.

Le modele probabiliste peut étre une simple fonction de probabilité ou une modélisation sous
forme de processus stochastique. Dans ce cadre, les fonctions de probabilité les plus uti- lisees
sont : la loi de Weibull, la loi exponentielle lorsque le taux de défaillance est supposé étre constant
et les lois normales, log-normales et de Poisson. Les parametres de chaque loi sont estimés a partir
des donnéescollectées pendant toute la période d’exploitation (retour d’expé- rience, données de
maintenance, etc.). Les modeles de processus stochastiques peuvent etre markoviens ou semi-

markoviens.

Les modeles basés sur I’expérience s’appuient sur des mesures de surveillance de la santé
de la machine telles que le jugement expert, le modele stochastique, le processus mar- kovien,
I’approche bayésienne, I’analyse de fiabilité, I’optimisation de la maintenance préven- tive, etc.
Leur méthodologie pronostique s’avere simple mais inflexible face aux changements de

comportement et d’environnement du systeme.

Avantages et inconvenients de la troisieme approche

L’ avantage de cette approche est qu’il n’est pas nécessaire d’avoir des modeles mathéma-
tiques complexes pour faire du pronostic. En outre, cette approche est facile a appliquer sur les
systemes pour lesquels des données importantes sont stockées dans une méme norme qui fa- cilite
leur utilisation. Par exemple, une entreprise qui a crée pendant une longue période une base de
données de production et de maintenance avec quelques regles et normes mineures pour le

stockage des données peut facilement obtenir I’estimation des parametres des lois de probabilite .

Cependant, le principal inconvénient de cette approche réside dans la quantité de données
nécessaires pour estimer les parametres des lois utilisées. En effet, une quantité considérable et
importante de données d’exploitation est nécessaire pour déterminer les parametres qui mo-
deélisent fidelement le phénomene de dégradation ou le cycle de vie du systeme concerné. Par
conséquent, cette approche ne peut etre appliquee dans le cas de nouveaux systemes pour les- quels
il n’existe pas de données issues du retour d’expérience. L autre type de probleme est que dans la

plupart des cas, il est nécessaire de filtrer et de pretraiter les données pour en extraire les données
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utiles, car les données stockées ne sont pas toujours directement exploitables (par exemple, dans
la méme entreprise, deux opérateurs de maintenance peuvent entrez deux infor- mations ou

appreciations différentes pour le méme probleme résolu.

2.6 FONDEMENTS ET PRINCIPES DU PROGNOSTIC GUIDEN PAR LES
DONNEES

Les fondements et principes du prognostic guidé par les données (data-driven prognostics)

reposent sur plusieurs concepts clés. Voici quelques-uns des fondements et principes importants :

1.Données de surveillance : Le prognostic guidé par les données repose sur la collecte et
I'analyse de données de surveillance provenant des équipements ou systémes concernés. Ces
données peuvent inclure des mesures de capteurs, des relevés d'état, des enregistrements de
performances, des historiques de maintenance, des données environnementales et d'autres

informations pertinentes.

2. Analyse des données: L'analyse des données est au cceur du prognostic guidé par les
données. Elle implique I'utilisation de techniques d'apprentissage automatique, de statistiques, de
modeélisation mathématique et d'autres méthodes d'analyse avancées pour extraire des informations
utiles des données de surveillance, identifier les modéles de dégradation, détecter les anomalies et

prédire I'évolution future de I'état de santé.

3. Modeéles de dégradation : Les modeles de dégradation sont utilisés pour représenter la
relation entre les données de surveillance et I'état de santé des équipements. Ces modéles peuvent
étre basés sur des approches probabilistes, des techniques de régression, des modeles de série
temporelle, des réseaux de neurones, etc. lls permettent de prédire la dégradation future, d'estimer

la durée de vie restante et de prendre des décisions de maintenance appropriées.

4. Prédiction de la durée de vie restante : L'un des objectifs clés du prognostic guidé par
les données est d'estimer la durée de vie restante des équipements ou systemes. Cela implique la
prédiction du moment ou un seuil de performance acceptable sera depassé ou lorsque la probabilité
de défaillance deviendra significative. Ces prédictions aident a planifier les activités de

maintenance et a éviter les temps d'arrét imprévus.

5. Intégration des données en temps réel : Le prognostic guidé par les données peut tirer
parti de la collecte en temps reel des données de surveillance pour améliorer les prédictions et
ajuster les modeles en fonction des nouvelles informations. Cela permet une prise de décision plus

réactive et une maintenance plus proactive.
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6. Validation et évaluation des modeéles : Il est essentiel de valider et d'évaluer les modeles
de prognostic guidé par les données pour s'assurer de leur précision et de leur fiabilité. Cela
implique l'utilisation de métriques d'évaluation, de techniques de validation croisée et de

comparaisons avec des donneées réelles pour vérifier la performance des modéles.

7. Amélioration continue : Le pronostic guidé par les données est un domaine en évolution
constante. Les nouvelles technologies, les avancées de l'apprentissage automatique et les
meilleures pratiques émergentes contribuent a I'amélioration continue des méthodes de pronostic

guidé par les données.

Ces fondements et principes fournissent les bases nécessaires pour développer des modéles
de pronostic guidé par les données efficaces et fiables, permettant ainsi une maintenance proactive

et une gestion optimisée de I'état de santé des équipements industriels. (Gouriveau et al., 2017)

2.7 COLLECTE ET PREPARATION DES DONNEES DE SURVEILLANCE

La collecte et la préparation des données de surveillance sont des étapes cruciales dans le

processus de pronostic guidé par les données. Voici quelgues points importants a considérer :

1. Sélection des variables : Identifiez les variables pertinentes a surveiller en fonction des
caractéristiques de I'équipement ou du systeme étudié. Ces variables peuvent inclure des mesures
de capteurs, des paramétres de performance, des données environnementales, des historiques de
maintenance, etc. Assurez-vous que les données sélectionnées sont directement liées a I'état de

santé ou a la dégradation des équipements.

2. Collecte des données : Mettez en place un systéme de collecte de données approprié pour
obtenir des mesures régulieres et fiables. Cela peut inclure I'utilisation de capteurs, d'instruments
de mesure, de systemes de surveillance automatisés, etc. Assurez-vous que les données sont

collectées a intervalles réguliers et en temps réel si possible.

3. Nettoyage des données : Avant d'analyser les données, effectuez des étapes de nettoyage
pour éeliminer les valeurs aberrantes, les données manquantes ou corrompues. Appliquez des
techniques de nettoyage de donnees telles que I'interpolation, I'imputation de données mangquantes

ou la suppression des valeurs aberrantes afin d'obtenir un ensemble de données propre et fiable.

4. Normalisation des données : Pour faciliter I'analyse et la comparaison, normalisez les
données en les ramenant a une échelle commune. Cela peut étre fait en utilisant des techniques de
normalisation telles que la mise a I'échelle min-max, la normalisation z-score, ou d'autres méthodes

appropriées en fonction des caractéristiques des données.
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5. Agrégation et fusion des données : Si les données sont collectées a partir de différentes
sources ou capteurs, il peut étre nécessaire de les agréger et de les fusionner pour former un
ensemble de données cohérent. Assurez-vous d'aligner les échantillons temporels, de résoudre les
éventuels problemes de synchronisation et de traiter les incohérences potentielles entre les sources

de données.

6. Stockage des données : Mettez en place un systéme de stockage des données qui permet
une gestion efficace et sécurisée des ensembles de données de surveillance. Cela peut inclure
I'utilisation de bases de données, de systemes de gestion de données ou d'autres solutions adaptées

a vos besoins spécifiques.

7. Documentation des métadonnées : Il est important de documenter les métadonnées
associées aux données de surveillance, telles que la description des variables, les unités de mesure,
les conditions de collecte, les informations sur les capteurs, etc. Cela facilite la compréhension

ultérieure des données et garantit leur tragabilité.

La collecte et la préparation des données de surveillance nécessitent une attention
particuliére pour garantir la qualité et la fiabilité des données utilisées dans le processus de

pronostic guidé par les données.(Kim, 2017)

2.8 ANALYSE DE DONNEES POUR LA PREDICTION DE L'ETAT DE SANTE

L'analyse de données joue un réle essentiel dans la prédiction de I'état de santé des
équipements ou systéemes dans le cadre du pronostic guidé par les données. Voici quelques

techniques couramment utilisées pour effectuer cette analyse :

1. Analyse statistique : L'analyse statistique permet d'explorer les données de surveillance,
d'identifier les tendances, les corrélations et les motifs significatifs. Des techniques telles que
I'analyse descriptive, l'analyse de variance, la régression linéaire ou non linéaire, et d'autres
méthodes statistiques peuvent étre appliquées pour comprendre la relation entre les variables de

surveillance et I'état de santé.

2. Analyse des séries temporelles : L'analyse des séries temporelles est utilisée pour étudier
les données en fonction du temps. Elle permet de détecter les tendances, les modeles saisonniers,
les fluctuations et les anomalies dans les données temporelles. Des méthodes telles que la
modélisation ARIMA (AutoRegressive Integrated Moving Average), les modéles de régression
temporelle, les filtres de Kalman et autres techniques d'analyse des séries temporelles peuvent étre

utilisées pour prédire I'évolution future de I'état de santé.
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3. Méthodes d'apprentissage automatique : Les techniques d'apprentissage automatique,
telles que les algorithmes de classification, de régression et de clustering, peuvent étre appliquées
pour développer des modeles prédictifs basés sur les données de surveillance. Des méthodes telles
que les machines a vecteurs de support (SVM), les arbres de décision, les réseaux de neurones, les
foréts aléatoires, et d'autres algorithmes d'apprentissage automatique peuvent étre utilisées pour
prédire I'état de santé futur en se basant sur les données historiques.

4. Méthodes d'apprentissage profond : Les méthodes d'apprentissage profond, telles que les
réseaux de neurones profonds, les réseaux de neurones convolutifs (CNN) et les réseaux de
neurones récurrents (RNN), sont utilisées pour capturer des motifs complexes et non linéaires dans
les données de surveillance. Ces techniques sont souvent utilisées lorsque les données sont de

grande dimension ou présentent des structures temporelles complexes.

5. Analyse de données multivariées : L'analyse de données multivariées permet de prendre
en compte les interactions et les relations entre plusieurs variables de surveillance. Des techniques
telles que I'analyse en composantes principales (ACP), I'analyse factorielle discriminante (AFD),
I'analyse des dépendances canoniques (CDA) et d'autres méthodes multivariées peuvent étre

utilisées pour extraire des informations significatives et réduire la dimensionnalité des données.

Il convient de noter que le choix des techniques d'analyse de données dépendra des
caractéristiques spécifiques des données de surveillance et des objectifs du prognostic guide par
les données. Il est souvent nécessaire d'expérimenter et de comparer différentes approches pour

déterminer la méthode la plus appropriée pour prédire I'état de santé.(Kim, 2017)

2.9 TECHNIQUES D'APPRENTISSAGE AUTOMATIQUE POUR LE PROGNOSTIC
GUIDE PAR LES DONNEES

Pour le pronostic guidé par les données, plusieurs techniques d'apprentissage automatique
peuvent étre utilisées pour développer des modeles prédictifs. Voici quelques-unes des techniques

couramment utilisées :

1. Régression linéaire : La régression linéaire est une technique d'apprentissage automatique
qui permet de modéliser la relation linéaire entre les variables d'entrée et la variable de sortie. Elle
peut étre utilisée pour prédire I'évolution future de I'état de santé en fonction des données de

surveillance.

2. Machines a vecteurs de support (SVM) : Les SVM sont des algorithmes d'apprentissage

supervisé utilisés pour la classification et la régression. lls permettent de construire des frontieres
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de décision pour séparer les données en classes ou pour prédire des valeurs continues. Les SVM
peuvent étre appliquées pour prédire I'état de santé future en se basant sur les données historiques.

3. Réseaux de neurones : Les réseaux de neurones sont des modeéles d'apprentissage
automatique qui simulent le fonctionnement du cerveau humain. lls peuvent étre utilisés pour
apprendre des relations complexes entre les variables d'entrée et de sortie. Les réseaux de neurones
profonds, tels que les réseaux de neurones convolutifs (CNN) et les réseaux de neurones récurrents
(RNN), sont souvent utilisés pour la prédiction de I'état de santé dans les applications de pronostic

guidé par les données.

4. Arbres de décision : Les arbres de décision sont des modéles d'apprentissage automatique
qui utilisent une structure d'arbre pour prendre des décisions basées sur des régles conditionnelles.
Ils peuvent étre utilisés pour prédire I'état de santé en évaluant différentes caractéristiques des

données de surveillance et en suivant un cheminement dans I'arbre de décision.

5. Foréts aléatoires : Les foréts aléatoires sont des ensembles d'arbres de décision qui
combinent plusieurs arbres pour obtenir des prédictions plus robustes et généralisées. Chaque arbre
est construit sur un échantillon aléatoire des données d'entrée, ce qui réduit le risque de

surajustement (overfitting) et améliore les performances prédictives.

6. Méthodes de clustering : Les méthodes de clustering, telles que le clustering k-means ou
le clustering hiérarchique, peuvent étre utilisées pour regrouper les données de surveillance en
fonction de leurs similarités. Cela peut aider a identifier des sous-populations ou des schémas de

dégradation spécifiques, ce qui peut étre utile pour la prédiction de I'état de santé.

Il convient de noter que le choix de la technique d'apprentissage automatique dépendra des
caractéristiques spécifiques des données de surveillance et des objectifs du pronostic guidé par les
données. Il est recommandé de tester et d'évaluer différentes techniques pour déterminer celle qui

offre les meilleures performances prédictives dans un contexte donné.(Kim, 2017)

2.10 CONCLUSION

En conclusion, nous avons abordé de maniére théorique I'aspect du pronostic base sur les
données et ses perspectives et utilisations, ce qui nous offre I'approche nécessaire pour atteindre

notre résultat final
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3.1 INTRODUCTION

Dans ce chapitre on va mentionner les différents travails attribués dans ce domaine en

étudiant les recherches bibliographiques déja fait par des plusieurs experts académiques.

L’étude se fait sur dix différents travails dans le cadre de pronostic basée sur les données.

3.2 1% ETUDE: A HYBRID ARIMA-SVM MODEL FOR THE STUDY OF THE _
REMAINING USEFUL LIFE OF AIRCRAFT ENGINES (CELESTINO ORDONEZ
,2019)

Ce travail est une proposition d’un nouvel algorithme de prédiction de durée de vie (RUL)

pour but de détection de réduction qui pourrait affecter le fonctionnement d’un moteur aéronef.

Le pronostic des variables d’entrée d’un capteur se fait a I’aide du modéle ARIMA, les

résultats sont utilisés comme Co-variables d’un modele SVM.
Les capacités predictives sont supérieures a celles obtenus a 1’aide de modéle VARMA.
Les résultats obtenus pourraient étre appliquées aux véhicules aériens sans pilote (UAV).

Le diagramme dessous montre la différence entre le RUL prédit et le RUL réel.

Time+1 Tines2
o

o “.’t.:’z’,
2

RUL pradicied valus
100 15 200 2% 2300

150 20 250 e o v 50
RUL as value RUL resd viise

Time+3 Time+ 4

Figure 3-1Diagrammes de dispersion montrant le RUL réel par rapport au RUL prédit
(CelestinoOrdofiez , 2019)
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3.3 2EMEETUDE: ROLLING ELEMENT BEARING REMAINING USEFUL LIFE
ESTIMATION BASED ON A CONVOLUTIONAL LONG-SHORT-TERM
MEMORY NETWORK (HINCHI&TKIOUAT, 2018)

La figure ci-dessous montre le signal de vibration radiale de deux roulements testés pendant
toute leur durée de vie.

Bearing 3_3 Bearing 1 _3

ude (g)

Al

1000 2000 300C 4CCo 0 5000 10000 15000 20000

Figure 3-2Signal vibratoire de roulement 3-3 (b) Signal vibratoire de roulement 1-3

On peut observer que les amplitudes des signaux vibratoires évoluent différemment dans le

temps, d’ou on observe la complexité de I’estimation RUL.

Cette étude propose un cadre profond intégré pour I’estimation de la RUL bas¢ sur des unités

récurrentes de convolution et de mémoire a court et long terme (LSTM).

Le réseau neuronal entrait les caractéristiques locales a partir des données de capteur en

utilisant la couche de convolution, aprés une couche LSTM pour capturer les dégradations.

Le RUL est donc estimée en utilisant les sorties LSTM et la valeur de temps de prédiction.

3.4 3EMEETUDE : REMAINING USEFUL LIFE PREDICTIONS FOR TURBOFAN
ENGINE DEGRADATION USING SEMI-SUPERVISED DEEP ARCHITECTURE
(ELLEFSEN 2019)

Ce travail a étudi¢ I’effet de la préformation non supervisée dans les prédictions de RUL en
utilisant une configuration semi-supervisée. Les expériences ont été réalisées sur I’ensemble de
données C-MAPSS disponible publiguement. En addition, une approche GA a été proposée pour

ajuster le nombre de différents hyper parametres dans les architectures profondes.

Dans cette étude, un RBM a été utilisé comme étape initial de préformation non supervisée.
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Le RBM est une technique d’apprentissage profond non supervisée plutdt ancienne. Des
techniques d’apprentissage profond non supervisé plus puissantes sont disponibles comme le VAE
[36,37] semble prometteur.

L’exactitude de ces approches dépend fortement de la qualité des étiquettes des données
d’entrainement de défaillance. Le modéele utilisé dans cette étude est considéré comme une

limitation majeure.

1

LS

Figure 3-3Structure d’architecture profonde semi-supervisée proposee

3.5 4EME ETUDE : A LOCALLY ADAPTIVE ENSEMBLE APPROACH FOR DATA-
DRIVEN PROGNOSTICS OF HETEROGENEOUS FLEETS (SAMER AL-DAHIDI,
2017)

Ce travail propose une approche ensembliste basée sur I’utilisation de deux modéles
pronostics basés sur les données : un modéle HDTFSSMM et un modéle FSB. Les prédictions de

RUL fournies par les deux modeles sont agrégées a I’aide d’une stratégie pondérée localement qui

attribue un poids et un biais en utilisant une mesure des performances locales des modeéles
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individuels de I’ensemble, c’est-a-dire la précision dans la prédiction de la RUL des motifs d’un

ensemble de validation similaire a celui étudié.

L’approche proposée est capable de tirer parti de la disponibilité des données de surveillance
de I’¢état collectées a partir de flottes hétérogénes et d’agréger les prédictions de RUL de maniére

adaptative.
Les principales contributions de ce travail sont :

L’application de la méthode de fusion locale développée dans Baraldi et al.43 pour la tache

de pronostication de defaillance.

La proposition d’une nouvelle méthode pour sélectionner les motifs de I’ensemble de

validation les plus similaires au motif de test.

Cette approche a été appliquée a une étude de cas portant sur une flotte hétérogéne de

condensateurs électrolytiques en aluminium.
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Figure 3-40rganigramme de [’approche d’ensemble de commutation adaptive.

3.6 5EMEETUDE : REMAINING USEFUL LIFE ESTIMATION IN PROGNOSTICS
USING DEEP CONVOLUTION NEURAL NETWORKS (XIANG LI, 2018)

Dans cet article, une nouvelle méthode d'apprentissage profond pour la prévision est
proposeée, basee sur les réseaux neuronaux convolutés. La technique du dropout est utilisée pour
atténuer le probléme de su rajustement. Des expériences sont menées sur le populaire jeu de
données C-MAPSS afin de démontrer I'efficacité de la méthode proposée. L'objectif de la tache
est d'estimer avec précision la durée de vie restante des unités de moteurs aéronautiques. Grace a
la sélection des caractéristiques brutes, a la préparation des données et a la préparation des
échantillons a l'aide de fenétres temporelles, de bonnes performances prévisionnelles sont

obtenusavec la méthode proposée, et une faible erreur entre la prédiction et la valeur réelle de la
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durée de vie restante est obtenue pour les données de test. La durée de vie restante des unités de
moteurs peut étre bien prédite, en particulier pour la période tardive proche de la défaillance. La
préparation des données est réalisée dans FD0O1, et cing couches de convolution sont adoptées
dans le réseau proposé. De plus, les résultats de prévision obtenus par la méthode proposée sont
comparés aux résultats de pointe sur le méme jeu de données dans la littérature. Le réseau proposé
a démontre sa supériorité en termes de précision prévisionnelle et présente un fort potentiel pour
les applications industrielles. De plus, il convient de noter que la méthode de prétraitement des

données est utilisée dans cette étude.
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Figure 3-5Quatre exemples de prédictions de la durée de vie restante (RUL) pour les unités de
moteur de test dans FD0OO1.

3.7 6f™E ETUDE : REMAINING USEFUL LIFE ESTIMATION OF TURBOFAN
ENGINES USING ADAPTIVE FAULT DETECTION LEARNING ( SOUALHI,
2022)

Dans cet article, une méthodologie de traitement des données pour la détection de défauts et
la pronostique a été presentée. Cette méthodologie a utilisé les données de différents capteurs qui
représentent divers scénarios de dégradation d'un systeme donné pour détecter les moments
d'apparition des défauts et estimer leur durée de vie restante (RUL). En détail, les données
enregistrées ont été traitées dans le domaine temporel en extrayant et en combinant des
caractéristiques statistiques pour construire des indices de sante efficaces. Ces indices ont permis
de separer I'état sain de I'état défectueux en identifiant les moments d'apparition des défauts.

L'utilisation du moment d'apparition des anomalies a facilité la tache d'apprentissage du réseau
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LSTM pour prédire avec précision la RUL du systeme. Les performances de la méthodologie
proposée ont été mises en évidence a travers le jeu de données C-MPASS, montrant une
amélioration de la précision de I'estimation de la RUL. Dans les travaux futurs, une fusion de la
RUL estimée a partir de différents modeles de prédiction sera étudiée. Cette fusion permettra

d'améliorer davantage la précision des prédictions pour une prise de décision efficace.

Data fusion of FD001 training set

Amplitude

0 | " i ‘ A
0 100 200 300 400
Cycles

Figure 3-6Données fusionnées globales des trajectoires totales

RUL of FD001 test set without fault detection

~True RUL
150 ~Estimated RUL|
_, 100F
=2
c
50 b
3 i ! ; i i
0 20 40 60 80 100
ID of the engine

Figure 3-7TRUL estimé a [’aide d'un temps de prédiction unique
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RUL of FD0O01 test set with fault detection
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Figure 3-8RUL estimé a !’aide d’un temps de prédiction adaptatif

3.8 7EMEETUDE : ROTATING MACHINERY REMAINING USEFUL LIFE
REDICTION SCHEME USING DEEP-LEARNING-BASED HEALTH
INDICATOR AND A NEW RVM (GANG ZHANG, 2021) :

Cet article propose un nouveau schéma de prédiction de la durée de vie utile restante (RUL)
combinant I'apprentissage profond et une nouvelle méthode RVM. Tout d'abord, différentes types
de données de dégradation sont introduites dans le réseau d'apprentissage profond avec une
structure hybride pour construire l'indicateur de santé. Ensuite, le nouveau modéle RVM composé
de RVM et d'un modéle polynomial est utilisé pour prédire la RUL et calculer l'intervalle de
confiance. Enfin, la méthode proposée est comparée a différentes méthodes de prédiction de la
RUL pour vérifier son efficacité. Le réseau d'apprentissage profond proposé avec une structure
hybride peut apprendre a partir de différents types de données de dégradation. La courbe de
I'indicateur de santé construit présente une meilleure monotonie et une meilleure évolutivité que
le réseau d'apprentissage profond a structure unique, tel que le CNN et le LSTM. Le RVM est
largement utilisé dans la prédiction de la RUL. Les résultats finaux de prédiction de la RUL
montrent que la méthode proposée peut améliorer la précision de prédiction et réduire l'intervalle

de confiance.
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Figure 3-9Schéma de I’RUL proposée

3.9 8EMEETUDE : DATA-DRIVEN INTELLIGENT PREDICTIVE MAINTENANCE
OF INDUSTRIAL ASSETS (OLGA FINK 2020) :

Les approches discutées dans ce travail surmontent certains des défis des applications
pratiques de maintenance prédictive, notamment le manque de données étiquetées, la complexité
et la haute dimensionnalité des signaux de surveillance de I'état, ainsi que la combinaison de la
détection de défauts et du diagnostic de défauts. Cependant, les approches proposées imposent
certaines exigences aux ensembles de données d'entrainement pour garantir leur applicabilité et
leur robustesse aux applications réelles. L'une des exigences concerne la représentativité de
I'ensemble de données d'entrainement, car les approches basées sur les données nécessitent

d'apprendre les relations fonctionnelles a partir de données représentatives

Des échantillons. Une des limitations découlant de cette exigence est que les systemes de
maintenance prédictive ne peuvent pas étre developpés pour des systémes nouvellement mis en

service en raison du manque d'un ensemble de données d'entrainement représentatif.

Etant donné la rareté des données étiquetées pour les applications de maintenance basées sur
I'état et prédictives, les approches non supervisées et semi-supervisées sont particulierement
prometteuses et doivent étre davantage developpées. Il y a eu plusieurs développements
prometteurs dans d'autres domaines qui peuvent également étre transférés aux applications de
maintenance prédictive. Un autre défi consiste a rendre les caractéristiques apprises plus
interprétables, en surmontant ainsi les limites de la black-box nature des approches basées sur

I'apprentissage en profondeur.
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3.10 98ME ETUDE : DATA-DRIVEN APPROACH FOR FAULT PROGNOSTICS OF
INDUSTRIAL SYSTEMS-FROM USING NO, INSUFFICIENT, TO MULTIPLE
HISTORICAL DEGRADATION SEQUENCES (ABID , 2020) :

Dans cette étude, une approche ensembliste profonde est proposée, qui exploite la diversité
de deux modeles d'apprentissage profond différents, nommés Réseau de Neurones Convolutif
(CNN) et Réseau de Neurones a Mémoire a Court Terme (LSTM). L'architecture CNN peut
extraire des informations pertinentes en appliquant plusieurs filtres de convolution sur les données
brutes, tandis que LSTM est capable de capturer les informations temporelles dans les séries
temporelles. L'approche ensembliste profonde proposée pour I'estimation de la durée de vie utile
restante (RUL) est validée a I'aide de I'ensemble de données bien connu C-MAPSS et a obtenu des
performances prometteuses par rapport aux résultats de pointe. Elle est également validée a l'aide
d'un ensemble de données sur I'obstruction des filtres disponible dans le cadre du défi de données
PHM Europe. Les résultats obtenus sur cet ensemble de données ont montré une précision de
prédiction de RUL appropriée, qui devient plus précise lorsque la dégradation se rapproche de la
défaillance. Etant donné que la fiabilité des prédictions est nécessaire pour les systémes industriels
critiques, lI'approche ensembliste profonde proposée peut améliorer la fiabilité de la prédiction de
RUL en fusionnant les prédictions de deux modeles différents. L'approche proposée a également
montré sa capacité a capturer la variabilité des différents modes de fonctionnement lorsqu'elle est
évaluée a l'aide de I'expérimentation C-MAPSS (systeme dynamique complexe avec différents
modes de fonctionnement). Enfin, la méthode ensembliste profonde proposée pour I'estimation de
la RUL a prouvé son efficacité, comme le démontrent les résultats obtenus, car elle a amélioré la

précision de la prédiction de RUL.
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Figure 3-10Exemples de prédiction de la durée de vie utile restante (RUL) pour le filtre avec de
petites et grandes particules.

3.11 10EME ETUDE : DIRECT WIND TURBINE DRIVETRAIN PROGNOSIS
APPROACH USING ELMAN NEURAL NETWORK (SHARAF EDDINE
KRAMTI,2018)

Dans cet étude, une nouvelle architecture ENN (Evolutionary Neural Network) a été
proposée pour les taches de pronostic. En considérant I'extraction et la sélection des
caractéristiques dans le domaine temporel, six caractéristiques ont été utilisées en tant qu'entrées
d'indicateur de santé pour I'ENN proposé. Une étude de cas du HSSB (Systéme de stockage
hydraulique des éoliennes) d'une véritable éolienne commerciale a été prise en compte dans des
conditions de fonctionnement réalistes. Sur la base de I'analyse des signaux de vibration, le réseau
neuronal a obtenu de bons résultats de prédiction méme avec une longue période de prédiction de
20 jours. En tant que travaux futurs, étant donné que les HSSB fonctionnent généralement dans
des conditions environnementales difficiles et sont donc sujets a plusieurs types de défauts, I'étude
du domaine fréquentiel et du domaine temps-fréquence sera envisagée. En effet, une comparaison

avec d'autres types et architectures de réseaux neuronaux sera également abordée.
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Figure 3-11Evaluation de caractéristiques statistiques dans le domaine temporel & l'aide de
métriques de monotonie, de tendance et de pronosticabilité.

CONCLUSION

Pour conclure notre chapitre, nous avons appris des recherches précédentes la méthode et
I'approche correctes a adopter pour atteindre notre objectif. La conclusion mise en place est tirée
de la dixieme étude qui aborde les quatre types de mesures dont nous avons besoin pour notre

travail.
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4.1 INTRODUCTION

Ce chapitre couvrira I'aspect programmation et le logiciel utilisé a des fins de pronostic

(MATLAB). Notre travail se conclura par un test final et une validation du processus.

Le projet final consistera en une sélection automatique des données des capteurs via la PHM.

4.2 METHODOLOGIE DE MISE EN OUVRE PRONOSTIC GUIDE PAR LES
DONNEES

La méthodologie de mise en ceuvre du pronostic guidé par les données repose sur la collecte
et l'intégration de données pertinentes. Une analyse statistique et d'intelligence artificielle est
effectuée pour prédire I'évolution de la dégradation. Les modéles sont validés et intégrés dans un
systéme de suivi en temps réel pour prédire la durée de vie résiduelle (RUL). Cette approche

combine expertise en statistique et en intelligence artificielle pour une gestion proactive des

dégradations

Données . .
T Données en ligne Vrai RUL
- N7 D
Sélection des PHIoff PHIon
2 : )y =
& Ajustement I’indice de Creation de SHIon e
@ cycle — =
2 + I e
> —p Identification du Modéle =
= Creation de SHIoff v
£ ‘ 3
= - Détermination de 1'état
Elaboration de modéle de initial du systéme \ 4
dégradation prédictive +
Estimation de la RUL = s—t—p e
| ) performances
\ N /

Figure 4-1Méthodologie de mise en ceuvre du pronostic guidée par les données (Motrani, 2022)

4.3 APPRENTISSAGE HORS LIGNE

La dégradation du systéeme qui utilise des données d'apprentissage hors ligne se réfere a une
détérioration des performances ou de la précision d'un systéeme basé sur l'apprentissage
automatique lorsqu'il est exposé a des données en temps réel ou a de nouvelles situations qui

different des donneées utilisées pour son apprentissage initial. Lorsque le systeme est formé a l'aide
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de données collectées précedemment et stockées hors ligne, il peut ne pas étre en mesure de
s'adapter efficacement aux changements dans les conditions, les distributions de données ou les
exigences du probleme réel. Cette dégradation peut se manifester par une baisse de la précision,
une augmentation des erreurs ou une incapacité a généraliser correctement aux nouvelles données.
Pour atténuer cette dégradation, il est souvent nécessaire de mettre a jour régulierement les données
d'apprentissage, de revoir et de réajuster les modeles ou d'explorer des approches d'apprentissage

en ligne pour maintenir les performances du systeme dans des environnements en évolution.

44 PRESENTATION DES DONNEES

Les donnéesexpérimentalesutilisées dans cette these ont été développé par le NASA Ames
Research Center sur C-MAPSS (Commercial Modular Aero-Propulsion System Simulation). Ces
donn¢es sont en libre acces depuis la premiereconférence internationale sur le Prognostic and
Health Management (Challenge IEEE PHM) (Abhinav Saxena& Kai Goebel, 2008). Le challenge

est toujours ouvert aux chercheurs afin de les encourager a développer leurs algorithmes.

45 TYPE DE MOTEURS

Un moteur turboréacteur est un type de moteur a réaction utilisé principalement dans
l'aviation. Il est également connu sous le nom de moteur & réaction ou moteur a réaction pure. Le
principe de base d'un turboréacteur repose sur la réaction de Newton : pour chaque action, il y a
une réaction égale et opposée. Dans le cas d'un moteur turboréacteur, I'action est I'expulsion d'un

flux d'air a grande vitesse vers l'arriére, ce qui génére une poussée vers l'avant.
Voici les principales composantes d'un moteur turboréacteur :

1. Compresseur : 1l s'agit d'une série de rotors et de stators qui compriment l'air ambiant
entrant. Le compresseur augmente la pression de I'air, ce qui permet une meilleure combustion et

une augmentation de la poussée.

2. Chambre de combustion : Une fois comprimé, l'air est mélangé avec du carburant et

enflammé dans la chambre de combustion. La combustion produit des gaz chauds a haute pression.

3. Turbine : Les gaz chauds et pressurisés provenant de la chambre de combustion passent a
travers une turbine, qui est généralement située a I'arriere du moteur. L'énergie cinétique des gaz
en expansion est utilisée pour alimenter le compresseur et les accessoires du moteur, tels que les

systémes électriques et hydrauliques.
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4. Tuyere : Les gaz qui sortent de la turbine sont dirigés a travers une tuyére convergente-
divergente. Cette tuyeére accélére les gaz a une vitesse supersonique, créant une poussée vers l'avant

selon le principe de la réaction de Newton.

Un moteur turboréacteur fonctionne en continu, aspirant de I'air ambiant, le comprimant, le
mélangeant avec du carburant, le brllant et expulsant les gaz brlés a grande vitesse par la tuyére.
Cette expulsion des gaz crée une force de poussée qui propulse I'aéronef vers I'avant. Les moteurs
turboréacteurs sont principalement utilisés dans les avions de ligne, les avions de chasse et les

avions militaires a réaction.

46 MATLABET PROGRAMATION

Le travail que nous avons effectué nécessite I'utilisation d'un logiciel de programmation,
et nous avons choisi le logiciel MATLAB car il nous permet de faire de la simulation et de la

classification des signaux a partir des données des capteurs que nous utilisons.

4.6.1 Matlab
C’est un logiciel de calcul numérique et de programmation développé par MathWorks. 1l est
largement utilisé dans les domaines de I'ingénierie, des sciences et des mathématiques, ainsi que

dans d'autres disciplines connexes.

MATLAB offre un environnement de développement intégré (IDE) qui permet aux
utilisateurs d'effectuer une variété de taches, telles que lI'analyse de données, la modélisation et la
simulation, la conception de systemes de contrdle, I'optimisation, la création de graphiques et la
visualisation de données, entre autres. 1l dispose également d'un langage de programmation propre
a MATLAB, qui facilite I'écriture de scripts et de fonctions pour I'automatisation des taches et

I'implémentation d'algorithmes personnalisés. (MathWorks)

4.6.2 Donnees des capteurstraitees

On a des données qui contiennent 100 moteurs. Chagque moteur comporte plusieurs cycles
pour lesquels nous calculons des valeurs. Par exemple le moteur 1l y a un total de 192 cycles et le

moteur 2 en a 287. Il y a donc une variation entre chaque moteur.
Les donneées sont présentees sous forme de tableaux ce tableau comprend 26 colonnes

» La premiére colonne contient les moteurs,
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177
178
179
180
181

b | b | b | b |

Figure 4-2Colonne des moteurs

» Ladeuxiéme colonne contient les cycles

177
178
179
180
181

Figure 4-3Colonne des cycles

» Les colonnes 3, 4 et 5 représentent les conditions

3 4 5
-0.0038 -3.0000e... 100
-1.0000e... 2.0000e-... 100
0.0023 -3.0000e... 100
-0.0024 0 100
-6.0000e... 5.0000e-... 100

Figure 4-4Colonnes des conditions

» la sixieme colonne a la vingt-sixieme colonne, ce sont les capteurs. Chaque capteur

correspond a une mesure spécifique telle que la température, la pression, etc.
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6 7 8 25 26
518.6700 643.7900 1.6020e... 38.6300 23.1673
518.6700 643.3800 1.6053e... 38.6500 23.1770
518.6700 642.8600 1.5926e... 38.7700  23.1888
518.6700 643.5800 1.5999e... 38.8600  23.0070

Figure 4-5Colonnes des capteurs

4.7 ETUDE DE CAS (L’ENSEMBLE C-MAPSS)

Dans cette ¢tude de cas, nous nous intéressons au sous-ensemble FD_001 de I’ensemble C-
MAPSS dataset (Motrani et al., 2021). Le fichier de données "train FDOOL.txt" est utilisé pour le
module hors ligne tandis que le fichier "test FDOO1.txt" est utilisé pour le module en ligne. Chaque
fichier contient les données de 100 turboréacteurs. Le but étant toujours de prédire leur nombre de
cycles opérationnels restants avant leur défaillance. Dans cet ensemble de données, les vraies
valeurs RULSs pour les données de test sont donn¢es dans le fichier "RUL FDO0O1.txt. (Motrani&
Noureddine 2021)

Travaille précedent :

Le travail du Dr. Motrani portait sur la classification visuelle du modéle C-MAPSS a partir
des graphes montrant les capteurs dégradants et non dégradants.

4.7.1 Sélection du PHIoff

On a 21 capteurs, certains d'entre eux présentent des signes de dégradation, tandis que
d'autres ne montrent aucun signe de dégradation. Certains nécessitent une réparation ou un
remplacement, tandis que d'autres semblent fonctionner normalement et ne posent aucun

probleme.

Les graphes ci-dessous montre les diverses dégradations parmi les 21 capteurs dans notre

étude :
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SR b i 8 dddde

Capteur 6. Capteur 10. Capteur 11

Capteur 14. Capteur 15. Capteur 19

Capteur 21 Capteur 23 Capteur 24

Figure 4-6 Signaux sans signification de dégradation
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Capteur 17. Capteur 18. Capteur 20

Capteur 25 Capteur 26

Figure 4-7 Signaux significatifs de dégradation

Notre tache consistait & développer un programme qui crée une matrice pour effectuer une
classification automatique et non pas visuelle.
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4.7.2 Programmation

Pour effectuer la classification, nous utilisons les criteres de monotonie, de trendabilité et de
prévisibilité. Nous avons développé un algorithme basé sur leurs concepts mathématiques et nous
avons ajouté une mesure appelée "suitability™ qui est leur combinaison dans les trois aspects de la

classification

Monotonie

La monotonie décrit le principal positif ou négatif tendance de l'indicateur. Il s'agit d'un
indicateur important d'uneprocessus de dégradation puisque la propagation du défaut de roulement
est considéré comme un processus irréversible. La monotonie d’une population d'indicateurs est
supposée par la moyenne différence entre le nombre de points positifs et négatifs croissance pour
chaque point de temps de mesure. Considérant n nombre de points de temps de mesure, la
monotonie peut étre mathématiquement exprimée comme suit :

no of (%<O)—no of (%>O)

n-—1

Monotonocity =

&y

La valeur de monotonie peut étre comprise entre 0 et 1 : fortement les éléments monotones

auront une monotonie =1 et pour les éléments non monotones une monotonie=0.

Trendabilité

La tendance est liée a la forme fonctionnelle d'un caractéristique extraite et sa corrélation
avec le temps. C'est-a-dire comment le I'état d'un actif technique varie avec le temps. C'est un
caractéristique constante aura une corrélation nulle avec le temps, ou un fonction linéaire aura une
forte corrélation. De maniére similaire,la corrélation peut varier avec l'augmentation de la non-
linéarité (c'est-a-dire qu'une caractéristique non linéaire entrainera une faible corrélation).

Mathématiquement,la tendance peut étre exprimée comme suit :

n(Y time feauture)— (Y time)(} feauture)

nY time2—Q time?2)]-[nY feauture?—(Y feauture?)]

trendability = N 2)

La corrélation peut étre positive, négative, parfaite ou non corrélation. Par conséquent, la

tendance est toujours dans la plage [-1,1].

pronosticabilité

La pronosticabilité est obtenue comme I'écart-type de la mesure de dégradation divisées par

I’intervalle entre la premiére et derniére mesure.
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.y std(deg measures) )
r = —
p OgnOStablllty exp ( mean(|final deg measures—first deg measures|) (3)

Mesure composé

Une mesure composée est une combinaison de trois mesures que nous avons précédemment
définies

Suitability = monotonicity + prognosability + trendability
Exécution de programme

Parti 1 de I’exécution :
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Figure 4-8Graphe des quatre types de mesures

Partie 2 de I’exécution :

La deuxieme partie de I'exécution consistera a créer le fichier dont nous avons mentionné le

dans le programme sous nom « capteur ». Ce fichier contient un tableau avec les calculs des quatre
mesures que nous avons définies.
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Chapitre 4:Mise en ceuvre d’un algorithme en vue de la sélection des PHI

| capteur |
EH 21x5 table
1 2 3 El 5
Sensor Trend Prog mono suit

1 1 0 1.0000 1 2
2 2 0.6753 0.9993 0.0405 1.7151
3 3 0.6440 0.9964 0.0340 1.6743
4 4 0.7816 0.9943 0.0359 1.8118
5 5 0 1.0000 1 2
6 6 0 1.0000 0.9666 2
7 7 -0.7615 0.9986 0.0413 0.2784
8 8 0.6835 1.0000 0.1093 1.7928
9 9 0.3860 0.9984 0.0451 1.4295
10 10 0 1.0000 1 2.0000
11 11 0.8106 0.9950 0.0565 1.8621
12 12 -0.7897 0.9988 0.0353 0.2444
13 13 0.6873 1.0000 0.1034 1.7907
14 14 0.2235 0.9986 0.0528 1.2748
15 15 0.7248 0.9959 0.0387 1.7595
16 16 0 1.0000 1 2.0000
17 17 0.6731 0.9963 0.3107 1.9801
18 18 0 1 1 2
19 19 0 1 1 2
20 20 -0.7141 0.9957 0.0319 0.3135
21 21 -0.7167 0.9957 0.0361 0.3152

Tableau 1Calcul des quatre mesures
Classification des resultats de execution de programme par excel

Pour classer les résultats du fichier nommé "capteur"”, nous avons utilisé Excel pour ajouter
manuellement I'état des capteurs dans une nouvelle colonne. Ensuite, nous avons utilisé a
nouveau MATLAB pour effectuer la classification a I'aide de Classification Learner avec SVM.

|Capture ltrendabilitv Prognosabili monotonicity  suitability etat
1 0 0.99999999999999 1 2 stable,prog,fort-monotones

2 0.6752756106640.999280068940250.040538296067%1.7150939756716¢ croissance,prog,non-monotones

3 0.6439503481800.996366997552410.03396407506€1.67428142083891 croissance,prog,non-monotones

4 0.7816136711110.994253657495340.03588319698<1.81175052559577 croissance, prog,non-monotones

5 0 1.00000000000000 1 2 stable,prog,fort-monotones

6 0 0.999955619310880.96661120333¢ 1.9666000000000( stable, prog,fort-monotones

7 -0.76151439401/0.998579844967910.0412957317740.27836118273107 décroissant, prog,non-monotones

8 0.6835262411310.995976300892370.10928477842¢1.79278732045314 croissance, prog,faible-monotones

9 0.3859554851470.998438065972500.045090535364 1.4294840864 8491 croissance,prog,non-monotones
10 00.99999999999999 1 2.0000000000000C stable,prog,fort-monotones
11 0.8106012169810.995017302233460.0564952982571.8621138174680: croissance, prog,non-monotones
12 -0.78966224936 0.998757718651250.0353378657650.2444333350555( décroissant,prog,non-monotones
13 0.6873161247990.999976018645240.1034260604651.7907182039106: croissance, prog,faible-monotones
14 0.2235038612170.998553390183020.05276733937€1.27482459077712 croissance,prog,non-monotones
15 0.7248441832430.995925646070120.0387106742421.7594805035564: croissance,prog,non-monotones

16 0 1.00000000000000 1 2.0000000000000C stable,prog,fort-monotones
17 0.6731228647810.996316539955090.3106951168521.98013452158947 croissance, prog,faible-monotones
18 0 1 1 2 stable,prog,fort-monotones
19 0 1 1 2 stable,prog,fort-monotones

20 -0.71411980953:0.995722224900560.0319009708320.31350338620287 décroissant,prog,non-monotones
21 -0.71670960928 0.995735142249170.0361366878940.31516222086264 decroissant, prog,non-monotones

Tableau 2état des mesures

On distingue quatre types d’état selon notre tableau :

59



Chapitre 4:Mise en ceuvre d’un algorithme en vue de la sélection des PHI

YV V V V

stable,prog,fort-monotones
croissance,prog,non-monotones
décroissant,prog,non-monotones
croissance,prog,faible-monotones

Dans I’onglet APPS dans MATLAB, on va sélectionner classification learner.

& 8 8 8 g

Design Get More Install Package @ Classification
App  Apps  App  App Learner

Figure 4-9 Onglet apps

Apres on crée une nouvelle session par ficher comme montré ci-dessous

E::::' T Open

| Mew
|| Session =

B From Workspace
Start a new session by selecting data from the workspace and specifying a validation scheme

B From File
Start a new session by importing data from a file and specifying a validation scheme

Figure 4-10 Classification learner onglet

Apres la sélection du notre fichier Excel un tableau est générée automatiquement
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Chapitre 4:Mise en ceuvre d’un algorithme en vue de la sélection des PHI

A B c D E F
capteur trend prog mono suit etat

Mumber = |Text Text Text Text Categorical =
1 capteur | trend prog mono sUit etat
2 10 1 1 2 stable,pro...
3 20.67528 0.99928 0.040538 1.7151 croissance...
4 3/0.64395 0.99637 0.033964 1.6743 croissance...
5 40.78161 0.99425 0.035883 1.8118 croissance...
6 50 1 1 2 stable,pro...
7 60 0.99996 0.96661 2 stable,pro...
8 7|-0.76151 0.99858 0.041296 0.27836 décroissa...
9 B|0.68353 0.99998 0.10928 1.7928 croissance...
10 9 0.38596 0.99844 0.045091 1.4295 croissance...
11 10/0 1 1 2 stable,pro...
12 11 0.8106 0.99502 0.056495 1.8621 croissance...
13 12| -0.78966 0.99876 0.035338 0.24443 décroissa...
14 13|0.68732 0.99998 0.10343 1.7907 croissance...
15 14 |0.2235 0.99855 0.052767 1.2748 croissance...
16 15|0.72484 0.99593 0.038711 1.7595 croissance...
17 160 1 1 2 stable,pro...
18 17|0.67312 0.99632 0.3107 1.9801 croissance...
19 180 1 1 2 stable,pro...
20 19/0 1 1 2 stable,pro...
21 20| -0.71412 0.99572 0.031901 0.3135 décroissa...
22 21|-0.71671 0.99574 0.036137 0.31516 décroissa...

4.8 RESULTATSET DISCUSSIONS

Tableau 3Classification learner

4.8.1 Génération de matrice SVM finale pour classification des capteurs :

Notre but finale est de générer une matrice SVM qui classifie les 21 capteurs utilisées selon

leur état ( 4 états mentionnée précédents)

La matrice montre les nombres de capteurs appartiens a leur état approprié dans des carrées

séparée.
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Chapitre 4:Mise en ceuvre d’un algorithme en vue de la sélection des PHI

Apres avoir le tableau ci-dessus suivant la sélection du fichier Excel, on utilise la fonction
All SVMS dans la barre d’utile de CLASSIFICATION LEARNER , ensuite, on click train ou bien
exécuter, le Matlab donc va générer automatiquement une liste de précision des modelés , on

choisissez le plus précise pour la démonstration graphique de type ‘Confusion Matrix’.

Les résultats sont comme dessous:

CLASSIFICATION LEARNER

P — Frar] =4 FrE - [
= ¥ B A & [ B4
w B M B 7 @ &
New Fea PCA  Misclassification || CubicSVM T Advanced  Use Scatter Confusion  ROC Parallel  Min Classification  Test BXPOR
Session Selection Costs - Parallel Matrix * Curve v Coordinates Error Data ~
-
FILE FEATURES OPTIONS RAINING PLOTS TESTING
Models Scatter Plot validation Confusion Matrix
Sort by: | Model Number v](d)(1) {i]l el ada Plot
21 SVM Accuracy (Validation): 19.0% | . = o .
U ®) Number of abservations
Last change: Linear SVM 11 features :
= on S FreE e (A croissance-fible,prog,monotones 2 __ True Positive Rates (TPR)

"~ False Negative Rates (FNR)

Last change: Quadratic SYM 1/1 features

e 23 sVM Accuracy (Validation): 19.0% o : . Positive Predictive Values (PPV)
. e+ Cubic / = croissance-fort,prog,monotones -

Last change: Cubic SVM 1/1 features False Discovery Rates (FDR)

[/ 2.4 svm Accuracy (Validation). 42.9%

What is the confusion matrix?

True Class

Last change: Fine Gaussian SVM 1/1 features
e i décroissant-fort,prog,monotones 3 1

Current Model Summary

Model 2.4: Trained

Training Results b ) .
Accuracy (Validation) 42.9% stable,prog,monotones

Total cost (Validation) 12

Prediction speed ~280 obs/sec
Training time 1.654 sec e ce° e e
e 3¢ o oo°\°

Model Type o . «© (n@ﬁ\o ‘Ogs“
Preset: Fine Gaussian SVM e A8 A e
Kemel function: Gaussian & & S o
Kemel scale: 0.25 2
Box constraint level: 1 50

Itick thod: One-vs- "
Multiclass methed: One-vs-One Predicted Class

S
o‘éﬁ%

Standardize data: true Afficher le Bureau

14 Data set: asmaa  Observations: 21 Size: 11 kB Predictors: 1 Response: etat Response Classes: 4 Validation: 5-fold Cross-Validation

Figure 4-11Classification par Matrice SVM

4.9 CONCLUSION

En conclusion, aprés avoir obtenu les résultats souhaités, ce chapitre démontre que nous
avons mis en place une sélection automatique des données des capteurs via la PHM en utilisant

une matrice SVM (Classification Learner).
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Conclusion génerale et perspectives

La maintenance et la maintenance prédictive, ainsi que la gestion de santé
proactive (PHM, Prognostics and Health Management), jouent un réle crucial dans
la gestion efficace des équipements et des systemes. En combinant ces approches, il
est possible d'optimiser la disponibilité, la fiabilité et la durée de vie des actifs, tout

en réduisant les codts et en évitant les pannes imprévues.

En conclusion, cette étude a démontré I'efficacité de ['utilisation des
applications Matlab pour la classification des données de capteur de C-Mapps. Les
résultats obtenus ont confirmé que I'approche de classification basée sur Matlab offre
une précision élevée dans la catégorisation des données collectées par les capteurs
de C-MAPPS.

L'utilisation des outils et des fonctionnalités de Matlab a permis d'extraire des
caractéristiques significatives a partir des données brutes et de les utiliser pour
former des modeles de classification. Ces modeles ont été capables de distinguer
avec précision les différentes classes ou catégories de données des capteurs de C-
MAPPS.

Il convient de noter que I'efficacité de la classification dépend de la qualité et
de la quantité des données disponibles, ainsi que du choix approprié des algorithmes
et des parametres utilisés dans le processus de classification. Des améliorations
supplémentaires peuvent étre apportées en explorant d'autres algorithmes de
classification, en affinant les méthodes de prétraitement des données et en
augmentant la taille de I'ensemble de données pour une meilleure généralisation des

modeles de classification.

En conclusion, l'utilisation des applications Matlab pour la classification des

données de capteur de C-MAPPS présente un potentiel prometteur et ouvre la voie
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a des avancées supplémentaires dans le domaine industriel. Nous pouvons conclue

que meilleure classification entraine une meilleure prédiction.
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